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1 はじめに

音環境理解による防犯監視システムや動画自動タ

グ付けシステムにおいて，音響イベント検出 (SED:

Sound Event Detection)は重要な役割を担う．SED

は防犯監視システムにおいては異常音の検出，動画

の自動タグ付けシステムではタグ付けする音の検出

に使用される．SEDのタスクは，音響信号データ内

で発生しているイベント音の種類，開始時刻，終了

時刻を推定することである．例として，Fig. 1ではイ

ベント音（電話の音）が入っている音響信号データを

SEDシステムに入力したとき，電話の音がいつから

いつまで発生しているかを表すラベルを出力してい

ることを示している．

従来，SED 手法として主に NMF (Non-negative

Matrix Factorization) を用いる手法 [1][2] と NN

(Neural Network) [3] を用いる手法が提案されてい

る．NMF を用いる手法は少量のデータで推定モデ

ルを学習することができる．しかし，線形処理であ

るために推定精度のさらなる改善は難しい．一方，

NN を用いる手法は非線形処理であるため，より精

密なモデル化が可能である．特に BLSTM (Bidirec-

tional Long Short-term Memory) を用いた手法 [4]

は DCASE (Detection and Classification of Acous-

tic Scenes and Events) 2016 [5]における SEDのタ

スクでトップレベルの性能を発揮した．しかし，これ

らの手法は推定モデルの学習に大量のデータが必要

である．BLSTMを用いる手法における推定モデルの

学習にはイベント音の種類，開始時刻，終了時刻の正

解ラベル (強ラベル)が必要であるが，大量の音響信

号データに対し人手でラベル付けすることは多大な

コストがかかるために極めて困難である．この問題

を解決する一つの方法は，低コストでラベル付けが

可能なイベント音の種類のみを含む正解ラベル (弱ラ

ベル)を用いて学習を行うことである．

これまでに我々は，弱ラベルを用いてBLSTMを学

習する手法 (BLSTM-CTC)を提案した [6]．これは，

強ラベルを用いた学習の際に実行する正確な誤差計

算の代わりにCTC (Connectionist Temporal Classi-

fication) [7] の損失計算を適用することにより，弱ラ

ベルの使用を可能にした手法である．前報では，1つ
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Fig. 1 SEDの概要

のイベント音が単独で発生している条件下で有効性

を示した [6]．本稿では，DCASE2016 Task 2で提供

されているデータセットを用いて複数のイベント音

が同時に発生する条件下で有効性を検証する．

2 従来のNNを用いた SED手法

2.1 RNNを用いた SED

SED の推定対象はイベント音の種類，開始時刻，

終了時刻であり，時間情報を含んでいるため，時系列

データに対応した RNN(Recurrent Neural Network)

がよく用いられる．RNNは入力層，隠れ層，出力層

を時間フレームごとに並べたNNである．RNNでは，

ある時間フレーム t = nの入力と t = n− 1の隠れ層

の情報を用いて t = nの隠れ層を決定し，その隠れ層

から出力を決定する．この処理によって，前フレーム

との相関の情報を反映した出力をすることができる．

2.2 BLSTMを用いた SED

2.1節で述べたシンプルなモデルのRNNでは，直前

のフレームの影響が大きく，長時間離れたフレームと

の相関の情報が利用できない．そこで長い時系列デー

タに対応可能になるよう，RNNにメモリセルなどの機

能を追加した LSTM(Long Short-Term Memory)[8]

が提案されている．これにさらに時間的に前向きの

隠れ層の情報だけでなく，後ろ向きの隠れ層の情報も

利用するBLSTMを用いた SED手法 [4]が提案され，

高い推定性能を示している．
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Fig. 2 BLSTMを用いた SEDの概要

2.3 BLSTMを用いた SEDの課題

BLSTMを用いた SEDの推定モデルを学習するた

めには大量の強ラベルを用意する必要がある．このよ

うな強ラベルを作成するためには，１つ１つの音響信

号データに対し人手での音響信号データの聴取，波

形の確認などにより，イベント音の種類，開始時刻，

終了時刻をラベル付けする必要がある．高い推定精

度を得るためには学習に有効な大量のデータが必要

になるが，これに対応する正解ラベルを作成するの

は極めて困難と言える．そこで低コストでラベル付

けが可能な弱ラベルを用いて学習を行う手法が必要

とされている．

3 提案手法

3.1 BLSTMを用いた SEDの概要

Fig. 2に提案手法における BLSTMを用いた SED

について示す．まず，音響信号に対して 25 msのフ

レーム長，40%のオーバーラップで特徴抽出を行い，

その特徴量を入力とする．特徴量の情報を BLSTM

の隠れ層に伝播させていき，各フレームにおけるイベ

ント音ごとの発生確率を BLSTMから出力する．こ

れらの処理を全フレームで行い，得られた確率列に

対し閾値計算を行うことにより，イベント音の種類，

開始・終了時刻のラベルを推定する．

3.2 提案手法におけるBLSTMの学習方法

提案手法ではまず少量の強ラベル付きの学習デー

タで BLSTM を初期学習し，次に初期学習済みの

BLSTM を大量の弱ラベル付きの学習データで追加

学習する．

強ラベル付き学習データを用いた初期学習

強ラベル付き学習データを用いた初期学習では，

Fig. 3 強ラベルを用いた誤差計算

Fig. 3に示すように推定されたラベルと強ラベルの誤

差計算を行う．誤差計算は softmax-cross entropyに

よって行われ，その誤差が小さくなるようにBLSTM

のパラメータの更新を行う．

弱ラベル付き学習データを用いた追加学習

弱ラベル付き学習データを用いた追加学習では．

Fig. 4に示すように BLSTMの出力である確率列と

弱ラベルの損失計算を行う．CTCの損失計算により，

その損失が小さくなるように BLSTMのパラメータ

の更新を行う．以下でCTCの損失計算について説明

する．

Fig. 4において，横軸は時間を示し，縦軸は各フレー

ムごとのイベント発生の有無を表す状態の遷移を示す．

状態は「occurred」と「not occurred」と「blank」の

3種類がある (図では「blank」の状態を省略して示し

ている)．弱ラベルと一致する各状態遷移の確率が高

くなるほど損失が小さくなり，低くなるほど損失が大

きくなる．図 4では，弱ラベルが表す音響信号内で発

生しているイベント音の種類が「Event1」であるこ

とを示しているため，「Event1」が音響信号内で 1回

発生することが期待されている．一方，「Event1」に

対する状態遷移は「not occurred」から「occurred」

へ遷移し，再び「not occurred」の状態に戻っている

ことから，イベントが音響信号内で 1回発生したこ

とを表している．そのため，図 4では損失が小さい

状況を示している．これらの処理により正解として

与えられた弱ラベルに対し，BLSTMの出力が適正に

なるように BLSTMの学習を行う．

4 提案手法の有効性の検証

4.1 実験条件

提案手法の有効性を示すため，評価実験を行った．

実験にはDCASE2016 Task 2で提供されている評価
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Fig. 4 弱ラベルを用いた損失計算

Table 1 実験条件 (BLSTM)

Learning rate 強ラベル学習: 0.0005

弱ラベル学習： 0.00001

Gradient clipping norm 強ラベル学習: 5

弱ラベル学習： 1

Batch size 強ラベル学習: 50

弱ラベル学習： 1

Epoch 強ラベル学習: 20

弱ラベル学習： 5

Hidden layer size 400

# of hidden layers 2

用，開発用データセットを使用した．開発用データ

セットには音響イベントごとに 20個のクリーンなサ

ンプルが用意されている．このクリーンなサンプルの

みでは学習を行う上で十分ではないので，データ拡張

によりサンプルから学習用データを生成した．デー

タの生成は以下の 3ステップで行う．1) 開発用デー

タセットから 5秒の背景雑音をランダムに切り出す，

2) クリーンなサンプルをランダムに 2 つ選択する．

3) 選択したサンプルを 5秒の背景雑音に所定の SNR

(−6，0，6 dB)で，ランダムな位置に重畳する．以

上の処理によって，5秒間の背景雑音内に 2つのイベ

ント音が発生してる音響信号を作成した．実験では

この音響信号を使用する．その他の実験条件をTable

1と Table 2に示しておく．

実験では，以下の 4つの手法において比較した．

(i) Strongly/all: 48400個のデータ (全 20サンプ

ルから生成)でBLSTMを強ラベル学習したもの．

（ii）Strongly/small: 12400 個のデータ (5 サンプ

ルから生成) で BLSTM を強ラベル学習したも

の．これを提案手法の初期学習とする．

（iii）(Proposed method) strongly/small +

weakly/all: (ii)で学習済みの BLSTMに対し，

48400個のデータからランダムに選択した 2200

Table 2 実験条件 (audio data)

Sampling rate 44100 Hz

SNR −6，0，6 dB

feature 39 Mel-filter bank outputs

Frame size 25 ms

# of event class 11

# of learning data 12600 (=11 sound events ×
for initial learn 5 samples × 220 patterns)

# of learning data 2200 (=11 sound events ×
for additional learn 20 samples × 10 patterns)

個のデータ (全 20サンプルから生成)で弱ラベ

ルを用いて追加学習したもの．

（iv）Strongly/small + strongly/all: (ii)で学習

済みの BLSTMに対し，(iii)と同じ 2200個 (全

20サンプルから生成)のデータで強ラベルを用

いて追加学習したもの．

本実験では DCASE 2016 Task 2 の 120秒のデー

タを使用した．評価時は，各データを 24分割した 5

秒長のデータを用いた [9]．

4.2 実験結果と考察

まず，手法 (i) と提案手法 (iii) の性能と，

DCASE2016 に提出された他の手法の性能を比

較した結果を Fig. 5に示す．図の縦軸は F値，横軸

は各手法をランキング順に並べたものである．手法

(i)は提案手法における BLSTMを用いた SEDにお

ける上限性能を示している．図から手法 (i)が 5位相

当，提案手法 (iii) が 6 位相当であることがわかる．

手法 (i) において，提案手法における BLSTM を用

いた SEDは Fig .5の 3,4位の手法を簡略化したもの

であるため，この結果から妥当な検出性能が得られ

ていることがわかる．

次にラベル付けコストと検出性能の関係について

考察を行う．弱ラベルは一度データを聞けばラベル付

けすることが可能であるため，イベントがデータ内

にランダムに配置されている際，平均するとデータ

の長さの半分の時間でラベル付けすることができる．

一方強ラベルの場合，イベントの開始・終了時刻を正

確にラベル付けする必要があり，一つのデータを何度

も聞く必要があり，ラベル付けに弱ラベルより長い

時間がかかる．実際に強ラベル付けを行った際，デー

タ長の 10倍の時間がかかったことが報告されている

[10][11]．そのため，ここでは時間ベースで弱ラベル

は強ラベルの 20分の 1のコストでラベル付けできる

と考える．

Fig. 6に，縦軸をラベル付けコストとし，横軸を性
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Fig. 5 DCASE2016に提出された他手法と提案手法

の比較

Fig. 6 F値とラベル付けコストの関係

能 (F値)として，提案手法 (iii)を手法 (ii)，(iv)と比

較した結果を示す．これより，提案手法 (iii)はラベ

ル付けコストのわずかな増加で，手法 (ii)より 1.9%

の F値向上を達成したことがわかる．また，手法 (iv)

と比較すると，提案手法 (iii)は F値が 1.3%劣るもの

の，ラベル付けのコストを大幅に (95% = 1−0.15/3)

削減していることが確認できる．

5 おわりに

本稿では，BLSTM-CTCを用いた弱ラベル学習法

の有効性を，DCASE2016 Task 2で提供されている

データセットを用いて複数のイベント音が同時に発生

する条件下で検証した．実験結果から，提案手法によ

る追加学習により，初期学習時に比べ，F値が 1.9%

向上することが確認できた．また，提案手法と強ラ

ベルを用いて追加学習を行った手法を比較すると，F

値が 1.3%劣るものの，ラベル付けコストが 95%削減

できたことが確認できた．以上のことから，提案手法

が有効であることを示した．
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